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РЕФЕРАТ
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ГЕНЕРАТИВНЫЕ НЕЙРОННЫЕ СЕТИ, РЕКУРРЕНТНЫЕ НЕЙРОННЫЕ СЕТИ (RNN), НЕЙРОННЫЕ СЕТИ С ДОЛГОЙ КРАТКОСРОЧНОЙ ПАМЯТЬЮ (LSTM), PYTORCH, NVIDIA CUDA, CPU, GPU
Объектом исследования данной работы является проблема разработки, обучения и тестирования рекуррентной генеративной модели нейронной сети.
Целью работы является создание модели рекуррентной генеративной нейронной сети (RNN), а именно сети с долгой краткосрочной памятью (LSTM) как наиболее подходящей для анализа и обработки естественного языка для генерации текста в стиле литературных авторов.
В процессе работы был проведён анализ различных моделей генеративных нейронных сетей, были рассмотрены различные алгоритмы оптимизации обучения сетей и алгоритмы функции ошибок. Была рассмотрена (и использована при разработке) технология CUDA от компании NVIDIA, которая помогает ускорить обработку данных при обучении сети, а также была изучена библиотека PyTorch, предназначенная для машинного обучения.
В результате выполнения данной работы была разработана модель генеративной нейронной сети типа LSTM с использованием библиотеки PyTorch и технологией CUDA. Также были проанализированы различные методы оптимизации обучения нейронных сетей, а также рассмотрена реализация многопоточной обработки данных при обучении сети.
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ВВЕДЕНИЕ

Актуальность темы работы связана с тем, что в современном мире нейронные сети стали неотъемлемой частью жизни общества. Они используются в самых разнообразных сферах: от экономики и финансов, где прогнозируют поведение рынка и оптимизируют товарно-денежные потоки, до здравоохранения, где нейронные сети успешно сокращают время на диагностические процедуры. Нейросети уже давно стали полезным инструментом, который используют как обычные люди в повседневной жизни, так и крупные компании для увеличения прибыльности бизнеса и ускорения разработок.
Однако нейронные сети используются не только в важных областях. Существует большое множество нейронных сетей, которые используются для каких-то рутинных задач или для развлечения. К таким нейронным сетям относятся такие, которые умеют: переозвучивать видео на разных языках, рисовать картины, придумывать истории, превращать текст в музыку и многие другие. Такие нейросети также важны, поскольку они выполняют важную роль популяризации нейронных сетей как инструмента повседневности.
Особую роль занимают рекуррентные нейронные сети. Такие сети часто используются как модели глубокого обучения, что значительно улучшает качество работы сети. Рекуррентные нейронные сети используются для анализа данных, в которых крайне важна последовательность, контекст и прочие закономерности. К таким данным можно отнести текст, естественный язык. Эти нейронные сети помогают автоматизировать и значительно ускорить такую механическую работу как анализ текста на предмет нахождения аномалий в закономерностях (или просто сравнение образцов текста), обрабатывать и анализировать человеческий язык для выявления контекста, ускорения перевода, классификации.
Отдельно выделяются генеративные рекуррентные нейронные сети, поскольку такой тип сетей может выполнять наиболее важную роль в жизни человека – такие сети вполне могут являться собеседником, которые могут помочь как в решении каких-то задач, так и для простого общения и поиска информации в интернете. Хорошо спроектированная и качественно обученная нейросеть такого типа по своему масштабу умений вполне может заменить целую команду людей самой разной квалификации.


1 Краткое описание генеративных нейронных сетей

Начнём с того, что такое генеративные нейронные сети. Как уже было сказано выше, генеративные нейронные сети – это класс нейронных сетей, главная особенность которых заключается в возможности генерировать новые данные, не существовавшие ранее. Такие нейронные сети обучаются на некоторой выборке данных, а затем используют полученные в ходе обучения зависимости и паттерны для генерации нового контента, который похож на обучающие данные [6].

1.1 Рекуррентные генеративные нейронные сети

Рекуррентные нейронные сети (Recurrent Neural Network, RNN) – это вид генеративных нейронных сетей, главная особенность которых заключается в способности создавать последовательные связи при обучении. В процессе такого обучения нейросеть анализирует контекст и последовательность данных, из-за чего такая нейросеть способна обрабатывать и анализировать данные, в которых главную роль играет общая совокупность составляющих, а не составляющие по отдельности. Иначе говоря, такие нейронные сети способны анализировать, например, естественный язык, в котором главную роль играют не сами составляющие данных (отдельные слова), а общий контекст и последовательность составляющих (предложения, весь текст целиком) [5].
Главный плюс таких сетей (из которого вытекает и главный минус) заключается в способности извлекать гораздо больше признаков из данных в процессе обучения, потому что такие нейронные сети пытаются обработать не только сами данные, но и выявить закономерности, определить наиболее вероятные паттерны продолжения комбинаций составляющих данных. Благодаря такому процессу обучения нейронная сеть получает гораздо больше признаков, по которым впоследствии сможет генерировать качественный контент.
Главный минус, о котором было сказано ранее, заключается не только в существенной сложности алгоритма обучения, но и в больших объёмах используемых вычислительных мощностей. Даже небольшая нейронная сеть такого типа способна часами обучаться на сравнительно маленькой обучающей выборке.
Для того, чтобы качественно обучать рекуррентные генеративные нейронные сети, потребляющие огромные объёмы как вычислительных мощностей, так и временных ресурсов, нужно ещё и подготовить обучающую выборку данных непосредственно к процессу обучения. Например, если речь идёт о сети-генераторе текста, то такую нейронную сеть нужно обучаться на качественных текстах, которые исключают лексико-грамматические ошибки, не используют устаревшие слова и так далее. Кроме проверки данных на ошибки ещё необходимо правильно организовать процесс обучения, то есть разбить всю обучающую выборку на небольшие части и подавать в сеть их для того, чтобы избежать проблем с нехваткой вычислительной мощности, для оптимизации скорости обучения, для более плавного изменения весов, но про это более подробно будет сказано позднее.
Стоит отметить и основную архитектурную составляющую рекуррентных нейронных сетей – рекуррентный блок. Схематичное изображение рекуррентного блока представлено на рисунке (Рисунок 1.1).
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Рисунок 1.1 – Схематичное изображение рекуррентного блока сети типа RNN

Такой блок является той самой структурой, благодаря чему рекуррентная нейронная сеть способна запоминать контекст и последовательность данных. Работает рекуррентный блок следующим образом: блок [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>A</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}] принимает на вход значение  [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>x</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] и возвращает значение  [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>h</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] . Благодаря наличию обратной рекуррентной связи блок будет учитывать полученный выходной результат [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>h</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] при выполнение новой итерации на следующем временном шаге. Таким образом, рекуррентная сеть и обрабатывает контекст и последовательность в данных [1].

1.2 Сети с долгой краткосрочной памятью

Сети с долгой краткосрочной памятью (Long Short-Term Memory, LSTM) – это вид рекуррентных нейронных сетей, которые способны запоминать и обрабатывать долговременные зависимости. Схематичное изображение рекуррентного блока LSTM-сети представлено на рисунке (Рисунок 1.2).

[image: ]
Рисунок 1.2 – Схематичное изображение рекуррентного блока в сети типа LSTM

Главная особенность нейронных сетей такого вида заключается в более сложной структуре рекуррентного блока, о котором говорилось выше, а именно в состоянии ячейки (cell state). Состояние ячейки можно представить в виде конвейера, который проходит через всю цепочку итераций в блоке, данные на котором могут быть обновлены несколько раз на всём пути обработки данных. Схематичное изображение состояния ячейки приведено на рисунке (Рисунок 1.3) [1].

[image: ]
Рисунок 1.3 – Схематичное изображение состояния ячейки в рекуррентном блоке сети типа LSTM

Но несмотря на всё вышесказанное, нейронная сеть всё ещё может удалять данных из состояния ячейки. Этот процесс контролируют особые структуры, которые называются фильтрами (gates). Они представлены на рисунке (Рисунок 1.2) символами [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>&#x3B4;</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}] и [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>tan</mi><mi>h</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}]. Более подробно алгоритм работы рекуррентных блоков в LSTM-сети рассмотрим позднее.


2 Библиотека PyTorch

При разработки нейронных сетей крайне трудно прописывать все математические вычисления, строить архитектуру сети, писать алгоритмы функции ошибки и оптимизатора. В такие моменты на помощь разработчикам приходят специальные библиотеки для машинного обучения, а PyTorch одна из таких.
Библиотека PyTorch является крайне мощным инструментом для написания нейронных сетей самых разных типов на языке программирования Python, который сам по себе является удобным языком для различных математических вычислений.
PyTorch – библиотека, разработанная компанией Facebook`s AI Research Lab (FAIR). Она состоит из следующих пяти базовых пакетов:
1) torch: базовый пакет библиотеки, который содержит в себе все основные классы и функции для машинного обучения, а именно алгоритмы оптимизации, различные функции потерь, функции активации и так далее;
2) torch.nn: этот пакет содержит различные функции активации, функции потерь, а также различные слои (свёрточные, рекуррентные и так далее) для построения нейронных сетей;
3) torch.optim: в этом пакете содержаться основные реализации оптимизаторов, например стохастический градиентный спуск (Stochastic Gradient Descent, SGD), Adam (Adaptive Moment Estimation) и многие другие;
4) torch.utils: данный пакет содержит множество объектов, которые помогают удобно и эффективно обучать сеть, например DataLoader, который помогает загружать данные в сеть для обучения;
5) torchtext: основной пакет для обработки естественного языка; предоставляет инструменты для обработки текстовых данных [4].



2.1 Сходства и различия с TensorFlow

Ещё одна не менее известная библиотека для машинного обучения – TensorFlow, разработанная командой Google Brain. Эта библиотека также является фреймворком для языка программирования Python, из-за чего выбор между этими библиотеками для реализации нейросети может стать непростым. Поэтому можно провести небольшое сравнение для упрощения выбора.
Похожий аспект:
обе библиотеки работают с данными через тензоры. Тензор – многомерный массив, который используется для более удобного представления входных данных, весов и промежуточных вычислений.
Различие:
построение графа вычислений. В контексте нейронных сетей под «графом вычислений» понимается некая абстрактная структура, которая описывает последовательность выполнения операций по обработке данных в нейронной сети, то есть в графе вычислений узлы – математические операции (например, умножение матриц), а рёбра – потоки данных (например, переход после умножения матриц к построению градиента). Отличие в том, что у PyTorch граф вычислений строится динамически, другими словами, создаётся по ходу выполнения программы, описывающей нейронную сеть, что предоставляет большую гибкость для экспериментов при разработке сети (проще манипулировать размерностью и количеством слоёв, как пример), в то время как у TensorFlow граф вычислений статический, иначе говоря, интерпретируется перед тем, как к нему на вход попадают данные.
Кроме этих аспектов, библиотека PyTorch славится более простым синтаксисом, из-за чего предоставляет более низкий порог входа для новичков, нежели TensorFlow.
Исходя из всего вышеперечисленного, можно сказать, что библиотека PyTorch является более простой в освоении, но предоставляет функционал, аналогичный более сложной библиотеке TensorFlow.

2.2 Реализация многопоточности

Однако есть у библиотеки PyTorch и небольшой изъян. Несмотря на то, что в библиотеке присутствует модуль для реализации многопоточной обработки данных (torch.utils.data.DataLoader), его не удобно использовать для реализации нейронной сети на обычном компьютере. Эта проблема появляется из-за того, что изначально модуль для параллельной обработки разрабатывался для работы на нескольких процессорах, а не на нескольких потоков одного процессора. Несомненно, при работе на многопроцессорном компьютере этот модуль существенно экономит время и максимально эффективно использует вычислительные ресурсы компьютера. Однако при попытке настроить параллельную работу на компьютере с одним процессором можно столкнуться с проблемой, что эффективное управление распределением данных на потоки отнимает столько же времени, сколько получается сэкономить. Так что этот модуль не получается эффективно использовать для работы на одном процессоре.


 3 Технология CUDA

CUDA (Compute Unified Device Architecture) – технология параллельных вычислений, разработанная компанией NVIDIA Corporation. Используя эту технологию, можно существенно сэкономить время на вычислениях, которые может поддерживать графический процессор (GPU), например обработка видео и компьютерной графики, моделирование различных математических моделей и даже машинное обучение [2].

3.1 Общее описание технологии

Для начала разберёмся, чем конкретно отличается центральный процессор (CPU) от графического процессора (GPU) и когда выгодно использовать технологию CUDA.
Оба процессора имеют 2 понятия: задержка и пропускная способность. Задержка определяет, сколько времени тратит процессор на выполнение одной инструкции/операции. Пропускная способность определяет количество инструкций/операций, которые может выполнить процессор за единицу времени. Центральный процессор содержит от 8 до 32 ядер, который способны последовательно и параллельной обрабатывать множество операций, в то время как графический процессор содержит тысячи меньших ядер, специализирующихся на масштабной параллельной обработки.
Различия между центральным и графическим процессором заключается в соотношении этих двух параметров. Центральный процессор имеет малую задержку и малую пропускную способность, из-за чего способен быстро выполнять небольшие наборы инструкций, в то время как графический процессор имеет более высокую как задержку, так и пропускную способность, которые позволяют ему выполнять более обширные группы инструкций за большее время.
Таким образом, центральный процессор является более предпочтительным вариантом работы, когда нам важная задержка каждой конкретной операции, потому что изначально центральный процессор разрабатывался для выполнения разнообразных задач и управления процессами в системе, в которых очень важна задержка каждой операции. А графический процессор является более предпочтительным в задачах обработки графики и масштабных параллельных вычислениях, где задержкой каждой конкретной операции можно пренебречь.
Теперь можно поговорить про основные понятия, которые используются технологией CUDA при выполнении параллельных вычислений с её использованием. Таких понятий всего три: 
1) device – устройство, которое выполняет основные вычисления (GPU); может выполнять только те задачи, которые ему предоставляют;
2) host – хост, который выполняет управляющую роль (CPU, может запускать задачи на устройстве, выделять на нём память, перемещать память с и на устройство); важное уточнение: технология CUDA предполагает, что хост и устройство имеют свою отдельную память;
3) kernel – задача, которую хост запускает на устройстве (задачи в CUDA называют ядрами) [2].
Основной алгоритм работы по выполнению параллельных вычислений реализует CUDA SDK (Software Development Kit, набор инструментов для разработки программного обеспечения, объединённый в одном пакете, содержит необходимые библиотеки, компилятор и отладчик), который реализуется на специальных упрощённых диалектах языков программирования C и C++. Сам алгоритм выполнения вычислений состоит из следующих пяти шагов:
1) хост выделяет нужное количество памяти на устройстве;
2) хост копирует данные из своей памяти, которые нужно обработать, в память устройства;
3) хост запускает выполнение определённых ядер на устройстве, которые будут выполнят данную задачу;
4) устройство выполняет обработку запущенных ядер до их завершения;
5) хост копирует результирующую информацию из памяти устройства в свою память.
Важная деталь, от которой зависит выигрыш по скорости обработки вычислений и общий прирост оптимизации, это соотношение времени, потраченного на работу ядер, к времени, потраченному на выделение памяти и перемещение данных. Нужно, чтобы это соотношение было как можно больше, а этого можно добиться, если у пользователя мощный графический процессор (то есть, со слабой видеокартой нет смысла использовать технологию CUDA) и ядра представляют собой весомые задачи (то есть при распараллеливании задачи изменения цвета пикселя мы не сможем получить ощутимый прирост в скорости) [3].

3.2 Интеграция CUDA в PyTorch

Библиотека PyTorch поддерживает параллельную обработку вычислений на основе технологии CUDA. Это позволяет значительно ускорить обучение нейронных сетей, особенно это сказывается в положительную сторону на нейронных сетях, у которых слои имеют большое количество нейронов. В таких обстоятельствах CUDA помогает ускорить обучение сети в несколько раз.
Чтобы использовать параллельные вычисления на GPU с использованием CUDA, нужно выполнить следующие четыре шага:
1) иметь графический процессор от компании NVIDIA, так как технология CUDA работает на процессорах только этой компании;
2) установить драйвер CUDA Toolkit для видеокарты и скачать библиотеку cuDNN;
3) установить не только обычную библиотеку PyTorch, но и скачать дополнительные компоненты для поддержки CUDA;
4) в коде программы необходимо проверить доступность GPU для выполнения параллельных вычислений, и в случае доступности перенести на него основные вычисления.


4 Разработка нейросети

В этой главе будет описываться весь путь разработки нейросети от её структуры и алгоритма работы до конечной реализации.

4.1 Описание структуры сети

Разрабатываемая нейронная сеть представляет собой рекуррентную нейронную сеть LSTM-типа для генерации текстовых данных написанную на языке программирования Python с использованием библиотеки глубокого машинного обучения PyTorch и технологии параллельных вычислений CUDA. Начнём со структуры сети.
Сеть состоит из трёх слоёв: слоя эмбеддингов слов, LSTM-слоя и полносвязного слоя. Архитектура сети представлена на рисунке (Приложение А, рисунок А.1).
Первый слой сети является слоем эмбеддингов слов. Он работает следующим образом: на вход подаются дискретные токены слов, которые слой должен превратить в векторное представление фиксированной длины. Токены в контексте нейронных сетей для генерации текста представляют собой численное представление слов, другими словами каждое уникальное слово превращается в уникальный токен. В контексте данной задачи слой эмбеддингов представляет собой матрицу размером 2100*8000, то есть размерность словаря*размерность эмбеддинга. Иначе говоря, поданные на вход токены, которых может быть различное количество, превращаются в вектора фиксированной размерности. Размерность словаря означает максимальное количество уникальных слов в обучающей выборке, а размерность эмбеддинга означает длину вектора, в который будут преобразовываться токены.
На этапе обучения токены заполняют соответствующие им вектора из матрицы эмбеддингов, попутно превращаясь в вектора фиксированной длины. Каждый элемент полученного вектора отвечает за какой-то синтаксический аспект токена. На этапе тестирования сети для каждого входного токена выбирается соответствующий ему вектор из матрицы эмбеддингов, и токен преобразуется в соответствующий вектор-эмбеддинг.
Второй слой сети – LSTM-слой. Это самый важный слой в текущей нейронной сети, потому что именно этот слой отвечает за построение длинных зависимостей и создание контекста, в котором поступают токены. Начнём по порядку.
Размерность этого слоя составляет 8000*8000, то есть размерность эмбеддинга*размерность эмбеддинга. Это означает, что в данном слое содержится 8000 LSTM-блоков, о которых говорилось в первой главе, и у каждого из этих блоков размер скрытого состояния составляет также 8000, то есть каждый блок обращается сам к себе (рекуррентной связью) 8000 раз.
На вход LSTM-слой принимает вектора, которые сформировал слой эмбеддингов на выходе. А основная задача LSTM-слоя – попытаться предсказать следующий токен на основе текущего и прошлых, то есть попробовать его предугадать исходя из контекста. Как это происходит?
Сначала LSTM-блок обновляет своё внутреннее состояние, обрабатывая текущий вектор и смотря на предыдущее скрытое состояние (за исключением первого шага, на котором нет предыдущего скрытого состояния). При этом блок может «проигнорировать» предыдущее состояние, или наоборот посчитать новое состояние исходя из прошлого. За возможность пропустить или «выкинуть» прошлое состояние отвечают фильтры, которые сейчас и рассмотрим [1].
После выполнения всех временных шагов блок формирует выходной вектор на основе внутренних состояний. Именно этот вектор и используется при «предсказании» следующего токена.
Теперь более подробно рассмотрим фильтры. Всего в LSTM-блоке 3 фильтра, из которых 2 являются составными.
На рисунке (Рисунок 4.1) представлен первый фильтр блока, который называется «фильтром забывания» (forget gate).
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Рисунок 4.1 – Схематичное изображение «фильтра забывания» LSTM-блока

Изначально блоку нужно определить, какую информацию можно удалить из состояния ячейки. Это решает фильтр забывания, который получает на вход прошлое значение  [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>h</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] (или 0, если текущий шаг является первым) выхода блока и входное значение  [image: {"mathml":"<math style=\"font-family:Times New Roman;font-size:14px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"14px\"><msub><mi>x</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] , после чего вычисляет значение своего выхода (выхода фильтра, не всего блока) по формуле

	[image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>f</mi><mi>t</mi></msub><mo>=</mo><mi>&#x3B4;</mi><mfenced><mrow><msub><mi>W</mi><mi>f</mi></msub><mo>&#xB7;</mo><mfenced open=\"[\" close=\"]\"><mrow><msub><mi>h</mi><mrow><mi>t</mi><mo>-</mo><mn>1</mn></mrow></msub><mo>,</mo><mo>&#xA0;</mo><msub><mi>x</mi><mi>t</mi></msub></mrow></mfenced><mo>+</mo><msub><mi>b</mi><mi>f</mi></msub></mrow></mfenced></mstyle></math>","origin":"MathType for Microsoft Add-in"}]
	(4.1)



где
  - выход фильтра;
[image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>&#x3B4;</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}] - сигмоидальная функция ( [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>&#x3B4;</mi><mfenced><mi>x</mi></mfenced><mo>=</mo><mfrac><mn>1</mn><mrow><mn>1</mn><mo>+</mo><msup><mi>e</mi><mrow><mo>-</mo><mi>x</mi></mrow></msup></mrow></mfrac></mstyle></math>","origin":"MathType for Microsoft Add-in"}] );
[image: {"mathml":"<math xmlns=\"http://www.w3.org/1998/Math/MathML\" style=\"font-family:stix;font-size:16px;\"><msub><mi>W</mi><mi>f</mi></msub></math>","origin":"MathType for Microsoft Add-in"}]  - соответствующий вес;
[image: {"mathml":"<math xmlns=\"http://www.w3.org/1998/Math/MathML\" style=\"font-family:stix;font-size:16px;\"><msub><mi>b</mi><mi>f</mi></msub></math>","origin":"MathType for Microsoft Add-in"}]  - соответствующее смещение, которое вычисляется и корректируется, как и веса.
Результатом вычислений фильтра забывания является число от 0 до 1 для каждого числа из предыдущего состояния ячейки [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>C</mi><mrow><mi>t</mi><mo>-</mo><mn>1</mn></mrow></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] , где 0 означает «полностью удалить», а 1 означает «полностью сохранить».
Далее вступает в работу второй фильтр, который состоит из двух слоёв и называется «фильтром обновления». Он изображён на рисунке (Рисунок 4.2).

[image: ]
Рисунок 4.2 – Схематичное изображение «фильтра обновления» LSTM-блока

Этот фильтр определяет, какие данные из новой партии будут храниться в состоянии ячейки. Этот этап вычислений состоит из двух частей.
Сперва сигмоидальный слой, который называется «слоем входного фильтра» (input layer gate) определяет, какие значения следует обновить, после чего tanh-слой составляет из новых данных-кандидатов вектор [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mover><msub><mi>C</mi><mi>t</mi></msub><mo>~</mo></mover></mstyle></math>","origin":"MathType for Microsoft Add-in"}] , элементы которого можно добавить в состояние ячейки.
Сигмоидальный слой выполняет вычисления по той-же формуле, которую использует первый фильтр за тем исключением, что его выход обозначается не [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>f</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] , а [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>i</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] чтобы их было проще различать 

	[image: {"mathml":"<math style=\"font-family:Times New Roman;font-size:14px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"14px\"><msub><mi>i</mi><mi>t</mi></msub><mo>=</mo><mi>&#x3B4;</mi><mfenced><mrow><msub><mi>W</mi><mi>i</mi></msub><mo>&#xB7;</mo><mfenced open=\"[\" close=\"]\"><mrow><msub><mi>h</mi><mrow><mi>t</mi><mo>-</mo><mn>1</mn></mrow></msub><mo>,</mo><mo>&#xA0;</mo><msub><mi>x</mi><mi>t</mi></msub></mrow></mfenced><mo>+</mo><msub><mi>b</mi><mi>i</mi></msub></mrow></mfenced></mstyle></math>","origin":"MathType for Microsoft Add-in"}]
	(4.2)



где 
 - соответствующий вес;
 - соответствующее смещение.
Tanh-слой выполняет вычисления по похожей формуле
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	(4.3)



где
tanh - функция гиперболического тангенса ( [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>tan</mi><mi>h</mi><mfenced><mi>x</mi></mfenced><mo>=</mo><mfrac><mrow><msup><mi>e</mi><mrow><mn>2</mn><mi>x</mi></mrow></msup><mo>-</mo><mn>1</mn></mrow><mrow><msup><mi>e</mi><mrow><mn>2</mn><mi>x</mi></mrow></msup><mo>+</mo><mn>1</mn></mrow></mfrac></mstyle></math>","origin":"MathType for Microsoft Add-in"}] );
 - соответствующий вес;
[image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>b</mi><mi>C</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}]  - соответствующее смещение.
После того, как оба слоя выполнят свои вычисления, рекуррентный блок заменяет старое состояние ячейки [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>C</mi><mrow><mi>t</mi><mo>-</mo><mn>1</mn></mrow></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] на новое состояние [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>C</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}]. Для этого блок умножает старое состояние ячейки на [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>f</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] (на этом моменте либо удаляется, либо добавляется какая-то информация для формирования контекста) и прибавляет [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>i</mi><mi>t</mi></msub><mo>&#xB7;</mo><mover><msub><mi>C</mi><mi>t</mi></msub><mo>~</mo></mover></mstyle></math>","origin":"MathType for Microsoft Add-in"}]. Так мы получаем новые значения-кандидаты, которые добавляются в состояние ячейки.
В результате всех вышеперечисленных вычислений по обновлению содержимого состояния ячейки мы получаем такую формулу
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	(4.4)



Схематическое представление формулы представлено на рисунке (Рисунок 4.3).
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Рисунок 4.3 – Схематичное изображение результата состояния ячейки LSTM-блока

Наконец третий фильтр, который называется «результирующим фильтром». Он также состоит из сигмоидальной функции и гиперболического тангенса, но выполняет другую роль. Этот фильтр определяет выходную информацию из блока. Он использует текущее состояние ячейки, которое получилось после всех операций второго фильтра. Схематичное изображение третьего фильтра представлено на рисунке (Рисунок 4.4).
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Рисунок 4.4 – Схематичное изображение «результирующего фильтра» LSTM-блока

Сначала этот фильтр применяет сигмоидальный слой, результатом которого будут данные, которые мы будем выводить из состояния ячейки. Данные вычисления выполняются по уже знакомой формуле
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где
 - результат вычислений;
 - соответствующий вес;
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После этих вычислений происходит второй этап: значения состояния ячейки проходят через tanh-слой, в результате которого получаются значения от -1 до 1. Это нужно для того, чтобы при умножении на результат сигмоидального слоя убрать те данные, которые не нужны для дальнейшей передачи. Итоговую формулу третьего фильтра можно изобразить следующим образом
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Стоит отметить ещё тот момент, что выходные данные [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><msub><mi>h</mi><mi>t</mi></msub></mstyle></math>","origin":"MathType for Microsoft Add-in"}] используются и как текущее выходное значение блока, и как рекуррентный ввод для следующего временного шага (если текущий шаг не последний). Именно эта деталь и позволяет рекуррентному блоку LSTM-типа составлять длинные связи последовательностей, благодаря которым нейронная сеть учится понимать контекст входных данных.
Третий слой нейронной сети – полносвязный слой. Этот слой создаёт вероятностное распределение на основе выходов предыдущего слоя, иными словами, создаёт вероятность для каждого элемента, которая показывает вероятность принадлежности к определённому классу.
Полносвязный слой имеет размерность 8000*2100, то есть размерность эмбеддинга*размерность словаря. В этом слое каждый нейрон из строки принимает все элементы выходного вектора LSTM-слоя, выполняет роль сумматора, а замет подаёт результат в логарифмическую softmax функцию. Начнём по порядку.
На выходе LSTM-слоя получается 8000 векторов, каждый из которых содержит константное число элементов (хоть каждый рекуррентный блок и сам определяет информацию, которая будет в состоянии ячейки, длина результирующего вектора всегда равна 8000, для этого ненужная информация из состояния ячейки удаляется, то есть превращается в 0). Полносвязный же слой каждому нейрону из строки, соответствующей своему рекуррентному блоку, передаёт все элементы вектора. Каждый нейрон выполняет функцию сумматора
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где
 - результат каждого нейрона;
 - вес, соответствующий элементу вектора;
 - входное значение.
После того, как все нейроны просуммируют значения, выполняется следующий этап вычислений: каждый нейрон подаёт свой выход в логарифмическую softmax функцию
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где
 - значение каждого нейрона.
Обычная softmax функция берётся без натурального логарифма, но использование логарифма стабилизирует полученные вычисления, благодаря чему будет проще вычислять кросс-энтропийную функцию ошибок, которую рассмотрим позже.

4.2 Описание алгоритма работы

После того, как разобрались со структурой сети, рассмотрим алгоритм её работы, а именно все важные функции.
После создания модели сети нужно определить эффективную функцию потерь и оптимизатор обучения. Начнём с функции потерь.
В реализованной нейронной сети используется кроссэнтропийная функция потерь, формула который выглядит следующим образом
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где
 - правильная метка для класса [image: {"mathml":"<math style=\"font-family:stix;font-size:16px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"16px\"><mi>i</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}] (данная метка имеет вид вектора, длина которого равна количеству всех классов вероятности, где все элементы кроме верного равны 0, а верный равен 1);
 - предсказанная вероятность, полученная на выходе логарифмической softmax функции.
Вектор [image: {"mathml":"<math xmlns=\"http://www.w3.org/1998/Math/MathML\" style=\"font-family:stix;font-size:16px;\"><msub><mi>y</mi><mi>i</mi></msub></math>","origin":"MathType for Microsoft Add-in"}] создаётся автоматически средствами библиотеки PyTorch.
В качестве оптимизатора обучения используется стохастический градиентный спуск (Stochastic Gradient Descent, SGD). Примерная визуализация работы данного алгоритма оптимизации представлена на рисунке (Рисунок 4.5).
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Рисунок 4.5 – Примерная визуализация работы алгоритма оптимизации SGD

Был выбран именно этот алгоритм оптимизации, потому что он потребляет значительно меньше вычислительных ресурсов, что положительно сказывается на скорости обучения. Это достигается за счёт принципа работы. Он изменяет параметры модели нейронной сети минимизируя функцию потерь. Интересно, что этот алгоритм корректирует параметры в обратном направлении градиенту функции потерь. Обновление параметров алгоритмом SGD осуществляется по формуле
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где
 - вектор параметров модели;
 - значение функции потерь;
 - гиперпараметр, который отвечает за скорость обучения нейронной сети (learning rate).
Построение [image: {"mathml":"<math xmlns=\"http://www.w3.org/1998/Math/MathML\" style=\"font-family:stix;font-size:16px;\"><msub><mi>&#x3B8;</mi><mi>t</mi></msub></math>","origin":"MathType for Microsoft Add-in"}] вектора параметров модели и вычисление функции ошибки от параметров модели уже реализовано в библиотеки PyTorch, а вот оптимальная настройка [image: {"mathml":"<math style=\"font-family:Times New Roman;font-size:14px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"14px\"><mi>l</mi><mi>r</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}] скорости обучения зависит полностью от разработчика, потому что этот параметр может значительно изменяться в каждой модели сети и зависит от совокупности других параметров. Слишком маленькая скорость обучения приведёт к долгому обучению сети, а из-за слишком большой алгоритм может пропустить точку глобального минимума, из-за чего останется высокая ошибка. Другой важный гиперпараметр, который не содержится в текущей версии алгоритма – это [image: {"mathml":"<math style=\"font-family:Times New Roman;font-size:14px;\" xmlns=\"http://www.w3.org/1998/Math/MathML\"><mstyle mathsize=\"14px\"><mi>m</mi><mi>o</mi><mi>m</mi><mi>e</mi><mi>n</mi><mi>t</mi><mi>u</mi><mi>m</mi></mstyle></math>","origin":"MathType for Microsoft Add-in"}](моментум). Моментум влияет на скорость обучения путём добавления инерции, другими словами, алгоритм учитывает направление движения на прошлых итерациях, и если оно не сильно изменяется – то движение в сторону текущего направления увеличивается. Таким образом, обновленная формула алгоритма выглядит следующим образом
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и теперь параметры сети на новой итерации рассчитываются так
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Осталось рассмотреть всего 2 важные функции в алгоритме нейронной сети: построение словаря из входного текста и генерацию ответа.
Построение словаря – ключевая функция в обучении сети, потому что она подготавливает данные, превращая их в приемлемые для сети. Нейронная сеть не может работать со строками и символами, она оперирует числами, поэтому сперва нужно превратить входной текст в численное представление. Сама функция работает весьма простым образом: входной текст дробится на слова, и каждому уникальному слову присваивается уникальный идентификатор. Простой пример: сеть ни разу не обучалась, и ей впервые подаётся текст: «Привет, как дела?». Этот текст превращается в список [“Привет,”, “как”, “дела?”] и на его основе формируется выходной список индексов [0, 1, 2]. Если потом подать сети текст «Привет, хорошо.», то она слову “Привет,” не станет присваивать новый индекс, потому данное слово уже встречалось ранее, а присвоит старый индекс, так что выходной список будет иметь вид [0, 3].
Существуют более сложные версии алгоритма построения словаря, в которых текст дробится не по пробелам, а по словам, то есть знаки препинания идут не вместе со словами, а отдельно (Не [“Привет,”, “как”, “дела?”], а [“Привет”, “,”, “как”, “дела”, “?”]), а сами слова могут ещё приводится в нижний регистр, но такие алгоритмы создают более подробные словари, которые потребляют больше вычислительных ресурсов.
Последняя важна функция, которую рассмотрим – построение ответа нейронной сети. Эта функция работает следующим образом: на вход сети подаётся текст, который нужно обработать и представить в стиле определённого автора. Нейросеть загружает файл весов выбранного автора, превращает входной текст в словарь, и приступает к генерации: она получает последовательность индексов, которые обрабатывает и создаёт для них вероятностное распределение, то есть при помощи весов, сформированных на текстах данного автора, вычисляет вероятности, с которыми за каждым индексом следует другой индекс. После того, как такая цепочка построена, сеть превращает последовательность индексов в текст, заменяя индексы соответствующими словами.
Важный момент заключается в маленькой обучающей выборке. Если сеть обучалась на слишком маленькой выборке данных, то сеть будет предсказывать последовательность индексов не с помощью весов, а случайно. То же самое будет происходить и в том случае, если нейронная сеть обладает слишком простой архитектурой и имеет мало нейронов.
Общая структура всей нейронной сети (не только вышеописанных функций) приведена на рисунке (Приложение А, рисунок А.2).


4.3 Использование CUDA для оптимизации

Спроектированная нейронная сеть реализована с использованием технологии CUDA, благодаря которой сильно ускоряется процесс обучения. На приведённых ниже рисунках (Рисунок 4.6, Рисунок 4.7) видно, как CUDA влияет на графический процессор компьютера.
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Рисунок 4.6 – Нагрузка на систему без использования CUDA
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Рисунок 4.7 – Нагрузка на систему с использованием CUDA

С использованием данной технологии удалось существенно ускорить обучение сети: на центральном процессоре нейронная сеть обучалась на текстовом файле размера 40КБ более 20 часов, а после внедрения технологии – около 7 часов (ускорение в 2.8 раз).

4.4 Проблема обучения

Однако, даже с использованием технологии CUDA разработанную нейронную сеть было трудно обучать, потому что она потребляла слишком много вычислительных мощностей, и иногда сеть потребляла полностью все ресурсы системы, из-за чего ломалась, и приходилось корректировать параметры её слоёв. Такая ошибка представлена на рисунке (Приложение Б, рисунок Б.1).
Но из этого последовала другая проблема – из-за относительно небольших параметров слоёв сеть плохо понимала закономерности входных данных, из-за чего плохо генерировала ответ на входной запрос, а если точно – сеть пробовала сгенерировать случайную последовательность индексов, а иногда и просто дублировала индексы.

4.5 Проблема многопоточной обработки

Как уже говорилось в главе про библиотеку PyTorch, возникли проблемы с параллельной обработкой вычислений. Это связано с тем, что параллельная обработка в PyTorch реализована с целью выполнения на нескольких CPU, а не на нескольких потоках одного CPU. При реализации многопоточной обработки на одном CPU возникает проблема соотношения выполненных вычислений ко времени вычислений, то есть обработка управления потоками затрачивает столько же вычислительных ресурсов, сколько экономится при выполнении нескольких операций параллельно, что не приводит к экономии времени.


ЗАКЛЮЧЕНИЕ

В данной работе был проведён анализ проектирования и разработки генеративной рекуррентной нейронной сети LSTM-типа. Разработанная модель может применяться не только в задачах генерации текста в стиле литературных авторов, но и для генерации любого другого текста, потому что представляет из себя весьма гибкую модель для генерации текста. Единственная проблема разработанной модели в том, что для её корректной работы её необходимо обучить на обширной обучающей выборке, что потребует гораздо больших вычислительных мощностей, чем те, которые может предоставить обычный персональный компьютер.
Кроме этого, был проведён анализ современных технологий, который существенно ускоряют разработку в сфере машинного обучения, а именно библиотеки PyTorch и технологии CUDA.
Практическая значимость данной работы заключается в применении разработанной модели для анализа и обработки естественного языка. При доработке данная модель может использоваться для генерации законченный рассказов, написанных в стиле различных литературных авторов.
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ПРИЛОЖЕНИЕ А
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Рисунок А.1 – Изображение архитектуры рекуррентной сети LSTM-типа
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Рисунок А.2 – Диаграмма компонентов нейронной сети


ПРИЛОЖЕНИЕ Б
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Рисунок Б.1 – Ошибка нехватки памяти графического процессора
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